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实验报告 

1、任务说明 
	 在本实验中，我们需要完成⼀个朴素贝叶斯分类器，并且在⼀组真实的数据集

上测试它的分类性能。具体包括以下⼏个部分：  

	 1. 在真实数据集上实现⼀个机器学习的具体算法（特指朴素贝叶斯算法），并

且改善它的性能； 

	 2. 为其性能给出合理的评价⽅式； 

	 3. 分析实验结果。 

2、实验设计 

	 我采⽤⾃⼰⽐较熟悉的java编程语⾔进⾏实验，与python相⽐可能运⾏时间较快
⼀些。共编写两个类：Sample.java 和 Test.java。Sample是为训练数据和测试数据编写
的类，Test为利⽤朴素贝叶斯⽅法实现的分类器实现与测试。以下分别对其进⾏介

绍： 

	 Sample类 

	 针对数据集的14个特征属性和1个结果属性，我采⽤了以下的结构对其进⾏存
储： 
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	 其中Sample的前15个属性与数据集中属性相对应，最后⼀个属性my_result为为
测试集所准备，⽤来存放对测试数据的预测结果，与result属性进⾏⽐较即可对性能作

出评价。 

	 需要说明的是，我针对每⼀个属性都编写了set函数和get函数，这样不直接对

Sample类进⾏取值和修改，符合类的开闭原则，见下图：	  

	 Test类 

	 对训练集和测试集分别采⽤ArrayList<Sample>的形式进⾏储存，命名为 list 和 

list1。读⼊训练集数据⽂件后，逐⾏扫描并对每⾏按照逗号分割开存⼊⼀个Sample对
象中（list中）。 

	 针对测试集，采⽤同样的⽅式将数据存⼊list1中。针对list1中的每⼀个测试对

象，逐个扫描list中的训练对象，⾸先判断训练对象结果属于“>50K.”还是“<=50K.”类
别，然后在这两类下分别逐个扫描训练对象的14个特征属性，统计在该类别下与测试

对象各个属性相同的对象个数。同时记录训练集中“>50K.”和“<=50K.”这两类的个
数。 
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	 使⽤上⾯统计的数⽬，利⽤贝叶斯公式计算该测试对象分属“>50K.”和
“<=50K.”的概率（相对值，其和并不为1），相对⼤的那个结果即记为其预测结果。

所依据的原理如下： 

 

	  

	 为了对分类的性能做出评价，我才⽤了准确率作为衡量指标，即 

	 

	 统计针对全体测试集数据的正确预测个数，处以测试集⼤⼩，即可得到该算法
的准确率。 

3、实验结果 

	 如上述⽅法实现的朴素贝叶斯分类器（未经过优化），得到的准确率约为
77.67%，见下图： 
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	 可见数据的分类性能⽐较普通。由于训练集中“<=50K.”的数据⽐例占到了
76.07%，与之相对应的若直接预测测试集数据全部为“<=50K.”也可得到76%左右的准

确率，提升空间⽐较⼤。 

	 同时，我将过程中每⼀个测试对象分属“>50K.”和“<=50K.”的概率打印出来，

惊奇地发现其中有很多两个概率均为0。这时我的算法将其判断为“<=50K.”，即类似
于上段所述直接预测得结果的⽅法，准确率也⽐较相近。研究其原因，发现是“零概
率”问题造成的，针对其以及其他部分的优化详见下⼀部分。 

	  

4、实验优化与分析 

1. 训练集⼤⼩的影响 

	 实验所给出的全部训练集合⼤⼩为32561条数据，集合数⽬较⼤，下对训练集的

⼤⼩对分类性能的影响进⾏研究： 

	 分别使⽤5%，50%和100%的训练集数据来进⾏训练，5%和50%的数据均为从

训练集中随机产⽣，并各测试5组，求其中最⼤、最⼩和平均准确率。见下表： 

	 作为对⽐，100%的训练数据集合准确率为81.68%（加⼊了下⾯⼏个分点所述优

化，故⽐76.07%提⾼了不少）。 

	 分析： 

	 从准确率的结果上看，5%的数据集合优于100%的数据集合优于50%的数据集
合，最好的准确率甚⾄达到了82.59%，但是结果的波动较⼤，不很稳定。 

	 可能的解释是朴素贝叶斯并不因更多的数据⽽执⾏的更好。朴素贝叶斯算法需

要⾜够的数据来了解每个属性的概率关系，这些属性独⽴于输出变量。⽽模型忽略给
定属性间的交互关系，我们不需要这些有交互关系的样本，因此通常情况下⽐其他算

5% 50%

1 81.47% 81.75%

2 82.20% 81.24%

3 80.83% 81.61%

4 82.59% 81.60%

5 81.71% 81.65%

最⼤ 82.59% 81.75%

最⼩ 80.83% 81.24%

平均 81.76% 81.57%
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法需要更少的数据。更进⼀步，它不会因⼩规模的样本⽽产⽣过拟合的数据。所以如
果没有太多的训练数据，朴素贝叶斯算法也许是⽐较好的选择。 

2. 零概率问题 

	 上⼀部分已发现算法中存在⼤量的“零概率”问题，这种问题出现的原因是：很
多测试集中的数据的某⼀属性在训练集中可能并没有（⼀个重要的例⼦是，⼀个分类

属性具有数值，然⽽却没有出现在训练集中。这种情况下，模型会赋0概率并且不能够
进⾏预测），即有下式： 

	  

	 这显然并不合理，将直接导致测试对象概率为0，⽆法给出⽐较合理的预测结
果。 

	 优化⽅法：采⽤拉普拉斯平滑⽅法对数据进⾏处理： 

	 上式⼦中α取1，即为拉普拉斯平滑，其原理为假定训练样本很⼤时，每个分量x

的计数加1造成的估计概率变化可以忽略不计，但可以⽅便有效的避免零概率问题。 

	 这样对概率计算进⾏平滑处理后，实验结果的准确率得到了很⼤的提升，由

76.07%提升为81.07%。 

	 其他平滑处理的⽅式限于时间原因，未进⾏尝试，但拉普拉斯算法在理论上可

靠，对原计算改动不⼤，实际效果也⽐较好，推荐作为处理时的⾸选。对于上式中α的
取值，可以不⼀定为1，选取其他参数也许会有更好的结果，本次实验暂未进⾏讨论。 

3. 连续属性和缺失属性的处理 

(1) 连续属性： 

	 针对6个连续的数值型特征属性，我才⽤了分类离散法和⾼斯分布估值法两种⽅
法进⾏处理。以下详细说明： 

	 分类法： 

	 对于训练集中的连续属性，我先扫描统计了其最⼤和最⼩值，得到下表： 
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	 这样，连续的数值被分为离散的有限的类，⽅便下⼀步的计算，也能有效地避
免“零概率”问题的出现。 

	 实验结果的准确率提升为81.68% 

	 分析： 

	 这样直接对连续属性进⾏等分，在实际操作中较为简便，但也可能存在着数据
集中在某⼀类中的问题（如某⼀属性有很多值为0）。可改进的⽅法有：统计（进⼀步
可画出）连续属性的分布（图），按照分布的不同等分为间隔不等的类别，使得分到

每⼀类中的属性数⽬均等，这样更符合统计规律，也许会进⼀步提⾼实验结果的准确
率；另⼀种分类⽅法是对⽐连续属性每⼀个数值下⾯最可能的分类结果，然后根据相

邻数值结果相反的地⽅划分边界，这样也更加利⽤到了数据集合本⾝的⼀些特征，可
能会有更好的结果，限于时间原因，可留待后期研究。 

	 ⾼斯分布估值法： 

	 原理见下公式： 

	  

	  

	  

	 即针对连续属性，不采⽤常规的⽅式计算      

	 ⽽是先算出每⼀个连续属性在“>50K.”和“<=50K.”两种结果下的平均值和⽅
差，然后利⽤⾼斯分布进⾏概率估计，再代⼊之后的计算之中。 

	 我本来对此⽅法⽐较有信⼼，然⽽实验结果反⽽准确率有所下降，只有77.87%

（100%数据集，5%数据集时平均准确率约为80%）。 

!7

属性 最⼩值 最⼤值 均分类数

age 17 90 5

fnlwgt 20534 1455435 8

education_num 1 16 9

capital_gain 0 99999 5

capital_loss 0 2415 5

hours_per_week 1 99 5



	 分析： 

	 也许由于数据的⼏个连续属性并不是按照类似⾼斯分布的形式进⾏分布的，所

以强⾏采⽤⾼斯分布进⾏概率估计所得的结果可能偏差会⽐较⼤，这也导致了实验结
果准确率的下降。 

	 我也把第⼀个属性age的分布情况利⽤matlab进⾏了绘图，结果见下（蓝⾊部分
为“<=50K.”，黄⾊部分为“>50K.”，可见其分布确实与⾼斯分布相差甚远，不适合利
⽤此公式进⾏估计，可以考虑利⽤指数函数或者其他函数进⾏拟合，⽤以估计其概率

值。 

	  

(2) 缺失属性： 

	 针对缺失属性，我采⽤了三种处理⽅法，直接去掉训练集中带有缺失属性的数
据、将其单独分为⼀类、⽤该特征出现最多的属性值代替它。以下详细进⾏说明： 

	 去除法： 

	 遇到带有“?”的属性，直接将该条数据弃⽤，这样保证了全部的训练数据都是完
整的，但问题是测试集中也存在缺失属性，反⽽会带来“零概率”问题，故这种⽅法效

果预期不是很好。 

	 实际测试准确率为81.09%，相⽐原来有所下降。 

	  

	 单独归类法： 

	 即将缺少的数据“?”单独作为⼀类属性值，也即不作处理时默认这样做，好处是
可以挖掘缺失数据之间可能存在的某种联系，⽤以对结果进⾏预测。	  

	 实际测试准确率为81.68%。 
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	 常见值替代法： 

	 此⽅法为赋予缺失属性训练集中该属性的最常见值，即“众数”，该⽅法看起来

较为合理，利⽤到了数据集本⾝的特性。 

	 实际准确率为81.62%，不如单独归类法。 

	 分析： 

	 这三种处理的⽅法⽐较起来，单独归类法效果最好，直接去除法效果最差，其
实还是有⼀些出乎意料的，原本认为常见值替代法应该更好⼀些（计算量也较⼤⼀

些）。我个⼈分析，原因可能是数据集中缺失的属性本⾝存在⼀定的规律，或者可能
隐藏着⼀些隐式的信息，如某类属性涉嫌隐私等。将其分为⼀类正好可利⽤其内在联
系。 

	 另⼀种可能的处理⽅法为赋给缺失数据被分到的结果类中该属性的最常见值，
但缺点是测试集中的缺失属性并没有已知结果，仍存在引⼊“零概率”问题的可能，在

本次实验中由于时间有限，未做详细研究。 

4. 选定属性研究 

	 通过查阅相关资料，朴素贝叶斯⽅法有时只选⽤给出的某⼀些属性，反⽽会得

到更好的分类效果。本次实验，我也对相关问题进⾏了简单的研究。 

	 作为对照，我选⽤50%训练数据，拉普拉斯平滑处理，连续属性分类法，缺失
属性单独归类法，实验结果准确率为81.46% 

	 分别去掉14个属性，研究去掉之后的准确率的变化，见下表： 

	 其中去掉后准确率提升的属性有7个，下降的属性也有7个。 
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属性 准确率（%） 对⽐ 属性 准确率（%） 对⽐

age 81.40 - relationship 81.77 +

workclass 81.60 + race 81.72 +

fnlwgt 81.56 + sex 81.93 +

education 80.30 - capital-gain 81.29 -

education-num 80.31 - capital-loss 81.23 -

marital-status 81.29 - hours-per-week 81.48 +

occupation 80.68 - native-country 81.58 +



	 其中 relationship, race 和 sex 的准确率提升很明显，故进⼀步进⾏尝试： 

(1) 去掉 race 和 sex，准确率81.96%； 

(2) 去掉 relationship, race 和 sex，准确率81.80%； 

(3) 去掉 sex，采⽤100%的训练集数据，准确率82.09%； 

(4) 去掉 race 和 sex，采⽤100%的训练集数据，准确率82.00%。 

	 可见，去除掉某些属性，确实可以提⾼实验结果的准确率。这这⾥，去掉 sex，
并采⽤100%的训练集数据效果最佳，可达到82.09%。 

	 分析： 

	 选择那些能更好地描述预测变量的数据属性，可能确实会有更好的结果。在朴

素贝叶斯算法中，每⼀种属性的概率计算都是独⽴于训练集的，故可以使⽤搜索算法
去探索不同属性组合在⼀起的概率，并评估它们预测的性能。由于时间有限，我只做
了简单的常识，之后可以做更多的搜索来探索更好的属性组合。 

5. 其他 

(1) 使⽤对数概率 

	 概率经常是⾮常⼩的数值。为了计算联合概率，需要将所有概率连乘在⼀起。

⽽当⼀个⼩数乘以另⼀个⼩数时，将得到⼀个更⼩的数。它可能遇到浮点数精度难题，
例如下溢。为了避免这种情况，使⽤对数概率空间（对概率进⾏对数运算，对数具有

很好的保序特性）能够很好地⼯作，因为朴素的贝叶斯预测只需要知道哪⼀类拥有较
⼤的概率，⽽不需要知道具体的概率值是多少。 

	 我在实验中确实使⽤了对数概率进⾏计算，效果较好。 

(2) 冗余属性的去除 

	 我在实验中发现数据的 education 属性和 education-num 属性关联性⾮常强。从

原理上看，朴素贝叶斯的性能可能因数据包含⾼度相关的属性⽽下降。这是因为⾼度
相关的属性在模型中引⼊两次，这样增加了这⼀属性的重要性。但根据上页表中的数
据来看，去掉这⼆者中的任意⼀个都导致了准确性的下降。这或许与我实验的训练样

本具有⼀定随机性（50%训练集数据）有关，但也有可能教育的因素对于最后的分类
结果确实⾮常重要，所以被重复强调后反⽽结果更好。 

	 这也启⽰我们，不能盲⽬相信理论，⽽要从实际数据出发，通过实际实验来验
证我们的想法。 
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5、实验⼩结 
	 本次实验中，我第⼀次在真实数据集上实现了⼀个机器学习的具体算法（朴素

贝叶斯算法），并且通过各种尝试来改善它的性能，并对各种实验结果进⾏了⾃⼰的
分析。 

	 实验优化部分结束后，我还对不同⽅法的搭配进⾏了⼀些⼩尝试，最⾼的⼀次
实验结果准确率达到了82.97%（5%随机训练集，连续数据采取⾼斯分布），这个结果
令我感到⼗分意外，因为⾼斯分布的处理结果在我之前的分析中使得结果准确率⼤幅

下降。同样条件我又进⾏了5次实验，平均的准确率为82.03%，远⾼于利⽤全体训练
集时的⾼斯分布处理结果。其中的原因还有待进⼀步的研究，可能是⾼斯分布对于较

⼩数据集时效果更好，也可能是随机性的结果偏差。 

	 在实验中我也发现了⼀些数据集的⼩规律，⽐如说给定的训练集和测试集中连
续属性值均⽆缺失，这为我们的计算带来了很⼤的便利（平均数、⽅差，甚⾄是读⼊

数据等均有便利）。另外限于时间原因，还有很多可以继续研究探讨的地⽅，⽐如平
滑系数的选取，特定属性的选取等。 

	 最后，这次实验令我收获很⼤，不仅⾃⼰动⼿实现了⼀个具有实际意义的分类
器，更让我意识到算法写好之后的优化和调整往往也是⼗分重要，更重要的是去思考
每⼀种⽅法对实验结果产⽣相应影响的原因。同时，⼗分感谢张敏⽼师和张帆助教对

我的帮助。 
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